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요  약  본 연구는 설비 운전 데이터에 정확한 불량 레이블이 존재하지 않는 제조 환경에서 불량을 예측하기 위한 방법으
로, 이상치(outlier)를 불량 발생의 잠재적 신호로 간주하여 대체 레이블(pseudo-label)을 생성하는 접근법을 제안한
다. 이상치 탐지를 위해 K-Nearest Neighbor(KNN), Isolation Forest, Local Outlier Factor(LOF) 등 서로 다른 
특성을 지닌 세 가지 알고리즘을 적용하였으며, 모델 신뢰성을 향상시키기 위해 다음의 두 가지 보강 전략을 비교·분석
하였다: (1) 세 모델의 다수결 기반 이상치 판정 방식과 (2) 세 모델의 이상치 점수 평균을 활용한 방식이다. 원 데이터
의 레이블 부재로 인한 직접적인 성능 평가의 한계를 보완하기 위해, 유사한 공정 특성을 갖는 타 설비에서 수집된 레이
블 데이터에 모델을 적용하여 제안 방법의 타당성을 검증하였다. 실험 결과, 세 가지 접근법 중 이상치 점수 평균 방식
이 가장 안정적이며 우수한 예측 성능을 보였다. 본 연구는 불량 레이블이 부족하거나 부재한 공정 데이터 환경에서도
실용적인 불량 예측이 가능함을 보여주며, 특히 압출 공정 기반 예지보전(predictive maintenance) 시스템 구축을
위한 실증적·방법론적 기초를 제공한다.

주제어 : 사물인터넷, 인공지능, 압출 공정, 이상치 탐지, 불량 예측, 예지보전, 비지도 학습

Abstract  This study proposes an approach for predicting defects in manufacturing environments where
accurate defect labels in equipment operation data do not exist. This approach considers outliers as 
potential signals of defect occurrence and generates pseudo-labels. For outlier detection, we employ 
three algorithms with different characteristics: K-Nearest Neighbor (KNN), Isolation Forest, and Local
Outlier Factor (LOF). To enhance model reliability, we compare and analyze two reinforcement 
strategies: (1) a majority-vote-based outlier detection method across the three models and (2) an 
average of the outlier scores across the three models. To address the limitations of direct performance
evaluation due to the lack of labeled raw data, we validated the proposed method by applying the 
model to labeled data collected from other equipment with similar process characteristics. Experimental
results show that, of the three approaches, the average of the outlier scores demonstrated the most 
stability and superior predictive performance. This study demonstrates that practical defect prediction
is possible even in process data environments where defect labels are insufficient or absent, and 
provides an empirical and methodological foundation for building a predictive maintenance system 
based on the extrusion process.

Key Words : Internet of Things(IoT), artificial intelligence(AI), Extrusion process; Anomaly detection; 
Defect prediction; Predictive maintenance; Unsupervised learning
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1. 서론 

1.1 연구 배경 
최근 산업 현장에서는 센서 네트워크와 데이터 통신 

기술이 발달함에 따라, 사물인터넷(Internet of Things, 
IoT)이 공장 자동화 및 공정 최적화에 광범위하게 활용
되고 있다. 다양한 센서가 장비 및 생산 라인에 부착되어 
압력, 온도, 진동, 속도 등의 정보를 실시간으로 수집하
고, 이를 분석하여 공정 이상을 파악하거나 품질 변화를 
예측하는 시스템이 구축되고 있다[1-5]. 또한 이러한 데
이터를 축적해 빅데이터 분석 기법을 적용하면 공정 변
수 간 상관관계를 파악하고, 원인 불명으로 여겨졌던 품
질 문제나 장비 결함의 원인을 도출하는 등 보다 고도화
된 제조 문제 해결이 가능해지고 있다. 이를 통해 제조 
현장은 기존의 경험 중심 운영 방식에서 데이터 기반 의
사결정 체계로 빠르게 전환되고 있다[6-8].

압출 공정은 플라스틱이나 고분자를 원하는 형태로 만
들기 위해 널리 사용되는 대표적인 제조 방법이다. 이 공
정에서는 압력, 온도, 속도와 같은 다양한 변수들이 동시
에 작용하며, 작은 변화만으로도 제품 품질이 크게 달라
질 수 있다. 따라서 불량을 줄이고 안정적인 생산을 유지
하는 것은 매우 중요한 과제이다. 최근에는 센서와 데이
터 수집 장치가 발달하면서 공정 데이터를 기반으로 품
질을 예측하고, 장비 고장을 미리 발견하는 ‘예지보전’ 
기술이 활발히 연구되고 있다[9, 10]. 그러나 실제 공정 
데이터에는 불량 여부가 표시되지 않는 경우가 많다. 이 
때문에 전통적인 지도학습 기반의 품질 예측 모델을 적
용하기 어렵고, 라벨이 없는 데이터를 어떻게 활용할 것
인가가 중요한 문제로 남아 있다[11]. 이러한 한계 때문
에, 정상 데이터를 기준으로 이상치를 탐지하는 비지도 
학습 방법이 대안으로 주목받고 있다. 이상치는 정상 공
정에서 벗어난 데이터를 의미하며, 이는 불량 발생의 신
호로 간주할 수 있다. 따라서 이상치 탐지는 불량 라벨이 
없는 상황에서도 품질 관리와 예지보전에 활용할 수 있
는 중요한 수단이 된다[12-14].

1.2 연구 목적 및 기여
본 연구는 라벨이 없는 압출 공정 데이터를 대상으로 

비지도 이상치 탐지를 활용해 불량 가능성을 나타내는 
대체 라벨을 생성하고 이를 기반으로 예지보전 모델을 
구축하는 방법을 제시한다. 주요 기여는 다음과 같다. 첫
째, 라벨 부재 상황에서 적용 가능한 대체 라벨 생성 방

안을 제안한다. 둘째, Isolation Forest, Local Outlier 
Factor, K-Nearest Neighbor을 비교하고, 두 가지 다
수결 방식을 적용해 성능 개선을 시도한다. 셋째, 생성된 
라벨을 활용해 시계열 기반 예지보전 모델을 학습하고 
불량 조기 탐지 가능성을 검증한다. 이를 통해 라벨 부족 
환경에서도 신뢰성 있는 예지보전 시스템 설계의 가능성
을 제시한다.

2. 관련 연구

이상치 탐지는 예지보전 및 공정 모니터링에서 핵심적
인 역할이다. 대표적인 이상치 탐지 알고리즘으로는 
Isolation Forest, Local Outlier Factor(LOF), 그리고 
K-Nearest Neighbor (KNN)이 있다. Isolation 
Forest는 무작위 분할을 통해 데이터를 고립시키는 과정
을 기반으로 하며, 계산 효율성과 대규모 데이터 처리 능
력으로 널리 활용되고 있다[12, 13]. 이후 다양한 연구에
서 Isolation Forest의 변형 및 다른 이상치 탐지 기법과
의 비교가 이루어졌으며[14, 15], 실제 데이터 셋에 적용
할 때 여러 알고리즘을 조합하거나 선택할 필요성이 강
조되었다[16]. LOF는 데이터의 국소 밀도를 이웃과 비교
하여 이상 여부를 평가하는 방법으로, 통계적 공정 모니
터링 분야에서 Independent Component Analysis와 
같은 차원 축소 기법과 함께 활용된 바 있다 [9]. 한편, 
KNN 기반 이상 탐지 기법은 직관적이고 간단한 구조로 
인해 다양한 산업 현장에서 적용이 가능하며, 최근에는 
펌프 시스템과 같은 설비의 예지보전에 활용된 사례도 
보고되고 있다 [18]. 이러한 이상 탐지 기법은 제조 및 
공정 산업의 예지보전 연구와 긴밀히 연결된다. 특히, 압
출 공정에서는 머신러닝 기반으로 공정 중 발생하는 재
료의 열화를 모니터링하거나[9], 물리 기반 모델과 딥러
닝을 결합한 그레이박스 접근법으로 용융 점도를 추정하
는 소프트 센서 연구가 이루어지고 있다[10]. 또한, 적층 
제조와 같은 유사한 연속 공정에서도 공정 데이터 기반 
품질 예측 및 불량 탐지가 활발히 이루어지고 있으며
[19], 이러한 흐름은 공정 신뢰성 확보 및 불량률 저감과 
직접적으로 연결된다. 예지보전은 다양한 산업 영역에서 
큰 주목을 받고 있으며, 항공우주 산업[20]과 자동차 산
업 [21]에서도 빅데이터와 머신러닝 기반 접근이 확대되
고 있다. 다만, Nunes et al. 의 리뷰에 따르면 실제 산
업 데이터는 라벨이 부족하거나 불균형한 경우가 많아, 
기존의 지도학습 기반 방법론을 적용하기 어렵다는 도전
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과제가 존재한다[22]. 이를 해결하기 위해 정상 데이터만
을 활용하는 비지도 학습 기반 접근이 제안되고 있으며, 
Carrasco et al. 은 시계열 기반 비지도 이상 탐지 알고
리즘 평가 프레임워크를 통해 이러한 방법론의 검증 가
능성을 제시하였다[11]. 더 나아가, 대체 라벨(proxy 
label)이나 약한 라벨을 활용하여 모델을 학습 및 검증하
려는 시도도 보고되고 있으며[16, 23], 이는 실제 산업 
현장에서 데이터 라벨링 비용을 절감하고 적용성을 높이
는 데 기여할 수 있다. 종합하면, 이상치 탐지 기법은 
Isolation Forest, LOF, KNN 과 같은 대표 알고리즘을 
중심으로 발전해 왔으며, 다양한 산업 응용 사례와 함께 
데이터 라벨 부족 문제를 해결하기 위한 새로운 접근이 
모색되고 있다. 이러한 연구들은 제조업 및 공정 산업 전
반에서 예지보전 기술의 신뢰성과 적용성을 높이는 중요
한 기반을 제공한다.

3. 연구 방법

3.1 연구 방법 소개
본 연구는 라벨이 존재하지 않는 압출 공정 데이터를 

활용하여 불량 발생 가능성을 탐지하고, 이를 예지보전 
모델로 확장하는 방법론 제시를 목표로 한다. 실제 산업 
현장의 압출 공정 데이터는 대부분 불량 여부 라벨이 제
공되지 않기 때문에, 전통적인 지도학습 기반 품질 예측 
모델을 적용하기 어렵다. 따라서 본 연구에서는 비지도 
학습 기반 이상치 탐지 기법을 활용하여 대체 라벨을 생
성하고, 이를 바탕으로 예측 모델을 학습하는 접근을 취
한다. 구체적인 연구 절차는 다음과 같다. (1) 확보된 압
출 공정 데이터에 라벨이 존재하지 않기 때문에, 이상치 
탐지 모델의 성능 검증에 어려움이 있다. 따라서 해당 데
이터와 유사한 데이터를 준비한다. (2) Isolation Forest 
(iForest), Local Outlier Factor(LOF), K-Nearest 
Neighbor(KNN) 세 가지 알고리즘을 준비된 유사 데이
터에 적용하여 성능을 비교해 본다. 본 연구에서 해당 세 
모델을 선택하여 비교하는 이유는 각 모델은 이상치 탐
지 기법에서 차이가 있기 때문이다. iForest은 트리 기
반, LOF은 밀도 기반, 그리고 KNN은 거리 기반으로 각
각 다른 기반의 알고리즘을 사용하여 이상치 점수를 측
정한다. 특히, KNN의 이상치 점수는 데이터 포인트 
가 이웃하는 개의 최근접 점들과의 평균 거리를 통해 
정의되며, 아래와 같이 계산된다.

    
   

정상 데이터는 이웃과의 거리가 작아 낮은 점수를 갖
는 반면, 이상치는 상대적으로 큰 거리를 나타내어 높은 
점수를 가지게 된다.

(3) 라벨이 없는 상황에서 더욱 신뢰성 있는 모델을 만
들기 위해 기존 모델을 앙상블·구조 변경하여 개선된 결
과를 모색한다. 이는 다수결 방식, 이상치 점수 평균으로 
두 가지 개선 방법을 제안한다. (4) 개선된 모델을 통해 
생성한 대체 라벨을 시계열 예측 모델에 반영하여 불량 
발생 가능성을 조기에 탐지하는 예지보전 모델을 설계한
다.

[Fig. 1]은 본 연구의 진행 순서를 도식화한 것이다.

[Fig. 1] Flowchart

이와 같은 접근을 통해 본 연구는 라벨이 없는 산업 
데이터 환경에서도 신뢰성 있는 불량 예측이 가능함을 
입증하고, 향후 압출 공정 예지보전 시스템 구축의 기초
를 마련하고자 한다. 

3.2 데이터
본 연구에서 사용된 데이터는 두 가지로 구분된다. 첫

째, 압출 공정 데이터는 시계열 형태로 구성되어 있으며, 
예지보전 시스템 구축을 위한 주요 분석 대상으로 활용
된다. 둘째, 장비 모니터링 데이터는 신뢰성 있는 라벨 
생성 모델을 구축하기 위한 보조 데이터로 사용된다.

[Fig. 2]는 국내 OO 산업에서 제공받은 압출 공정 데
이터의 일부로, (a)는 냉각수의 온도, (b)는 설비의 압력, 
(c)는 토크를 나타낸다. 각 데이터는 변수가 시간 순서대
로 기록된 시계열 데이터이다. 해당 데이터는 다양한 외
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부 요인으로 인해 변동성을 가지며, 이들이 복합적으로 
작용해 제품 품질에 영향을 미친다. 주기적 변동, 스파이
크, 드리프트 등 여러 패턴이 나타나지만, 이러한 변동이 
실제 불량과 직결되는지는 단순 관찰이나 기본 통계 분
석만으로는 파악하기 어렵다. 즉, 정상처럼 보이는 값이 
잠재적 이상일 수도 있고, 급격한 변동이 반드시 불량을 
의미하지 않을 수도 있다. 따라서 전통적인 규칙 기반 관
리에는 한계가 있으며, 다변량 시계열의 복잡한 상관관
계를 반영할 수 있는 머신러닝 기반 이상치 탐지가 필요
하다. 본 연구는 이러한 이상치 탐지 결과를 불량 발생의 
대체 라벨로 활용하고, 시계열 예측 모델과 결합해 예지
보전 시스템을 설계한다.

[Fig. 3]은 본 연구에서 사용된 두 번째 데이터로, 캐
글 (Kaggle)에서 제공하는 장비 모니터링 데이터이다 
[24]. 이 데이터에는 온도, 압력, 진동, 습도 등 다양한 
운전 상태 변수가 포함되어 있으며, 특히 실제 오작동 여
부가 라벨로 제공된다는 점에서 중요한 특징을 가진다. 
이것으로 인해 불량 라벨이 존재하지 않는 압출 공정 데
이터와 달리, 본 데이터는 이상치 탐지 모델의 성능을 정
량적으로 검증할 수 있는 기준 자료로 활용될 수 있다. 
데이터의 구조적 특성도 차이를 보인다. [Fig. 2]의 압출 
공정 데이터가 시계열 기반으로 연속성이 강하게 나타나
는 반면, [Fig. 3]의 장비 모니터링 데이터는 개별 관측값 
중심으로 기록되어 연속성이 상대적으로 약하다. 이러한 

차이로 인해 압출 공정 데이터는 실제 예지보전 시스템 
구축에 직접 적용되고, 장비 모니터링 데이터는 모델의 
탐지 성능을 평가하고 대체 라벨의 신뢰성을 확보하는 
보조적 역할을 수행한다. 더 나아가, [Fig. 3]의 (a), (b), 
(d)는 원 데이터를 제시한 [Fig. 2]의 (a), (b), (c)와 동일
한 종류의 데이터로 구성되어 있어 상호 대체가 가능하
다고 판단하였다. 이를 통해 원 데이터에 레이블이 부재
하여 성능 평가가 어려웠던 문제를 효과적으로 보완할 
수 있다. 본 연구에서는 이를 활용하여 Isolation 
Forest, LOF, KNN 모델의 이상치 탐지 성능을 비교·분
석하였다.

3.3 실험 환경
본 연구는 Intel Core i9-14900K CPU와 NVIDIA 

RTX 4090 GPU 기반의 데스크톱 환경에서 수행되었다. 
해당 환경은 불량품 예측 모델 구현에 필요한 이상치 탐
지 및 시계열 분석을 원활히 처리할 수 있는 충분한 계산 
자원을 제공한다. 이상치 탐지 실험에는 scikit-learn 라
이브러리를 사용하여 iForest, LOF, KNN 알고리즘을 
구현하였으며, 시계열 기반 예측 실험은 PyTorch 라이
브러리를 이용하여 LSTM 모델로 구성하였다. 또한, 실험 
전반은 Python 3.13.7 환경에서 Jupyter Notebook을 
통해 수행하여 알고리즘을 구현, 시각화 및 결과 검증을 
하였다. 다음 <Tablel 1>은 상세한 실험 환경을 보여준다.

(a) Temperature (b) Press (c) Toque 

[Fig. 2] Data of Extrusion Process
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[Fig. 3] Kaggle equipment monitoring data

Category Item Specification

Hardware

CPU Intel Core i9-14900K

GPU NVIDIA RTX 4090 24GB

Memory 128GB RAM

Storage SSD 2TB

SoftWare

OS Windows 11

Python 3.13.7

Scikit-learn 1.7.1

PyTorch 2.8.0+cu129

<Table 1> 실험 환경

4. 연구 결과

본 장에서는 앞서 제시한 연구 방법을 기반으로 수행
한 결과를 제시한다. 먼저, 라벨이 존재하는 장비 모니터링 
데이터를 이용하여 Isolation Forest(iForest), Local 
Outlier Factor(LOF), K-Nearest Neighbor(KNN) 모
델의 기본 성능을 비교한다. 이후, 세 가지 성능 개선 방
안(다수결, 이상치 점수 평균을 적용하여 성능 변화를 분
석한다. 마지막으로, 성능 평가에서 가장 우수한 방법을 
압출 공정 데이터에 적용하여 대체 라벨을 생성하고, 이
를 활용한 시계열 예측 모델 학습 결과를 제시한다.

4.1 기본 모델 (iForest, LOF, KNN)
라벨이 존재하는 장비 모니터링 데이터를 활용하여 

iForest, LOF, KNN의 성능을 평가한다. 성능 평가는 
혼돈행렬과 Precision, Recall, F1-score를 기준으로 
수행한다. 기본 모델들의 성능 평가 결과, 세 모델은 모
두 동일한 성능을 보였다. 정상 샘플에 대해서는 99% 이
상의 높은 정확도를 달성했으며, 불량 샘플에 대해서도 
약 93%의 탐지율을 기록한다. 전체 정확도는 98.6%로 
매우 높은 수준이다. 그러나 세 모델의 결과가 모두 동일
하게 나타난다는 점은 개별 모델의 성능 차이를 논하기 
어렵다는 한계를 보여준다. 따라서 단일 모델의 결과보
다는, 모델 간 결합을 통한 성능 향상 가능성이 연구의 
중요한 다음 단계로 제시된다. <Table 2>는 기본 모델들
의 성능을 보여준다.

Index Precision Recall F1-score

Normal (0) 0.993 0.992 0.992

Anomaly (1) 0.930 0.934 0.932

Accuracy 0.986

<Table 2> 기본 모델 평가 지표

4.2 다수결 방식
세 모델의 예측 결과를 결합하여, 두 모델 이상이 동

일하게 이상치로 판정한 경우 이를 최종 이상치로 결정
하는 다수결 방식을 적용한다. 세 모델이 동일한 성능을 
보였음에도 불구하고, 다수결 방식을 적용한 결과 
Recall이 0.934에서 0.938로 상승하며, 전체 정확도 또
한 98.6%에서 98.8%로 개선되었다. 이는 개선 폭이 크
지는 않지만, 결합 전략이 단일 모델 대비 안정적이고 일
관적인 성능 향상을 제공할 수 있음을 보여준다. 특히 불
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량 탐지율(Recall)의 소폭 향상은 산업 현장에서 불량을 
놓치지 않는다는 점에서 실질적 의미를 가진다. <Table 
3>은 다수결 방식의 성능을 나타낸다.

Index Precision Recall F1-score

Normal (0) 0.993 0.993 0.993

Anomaly (1) 0.938 0.938 0.938

Accuracy 0.988

<Table 3> 다수결 방식 평가 지표

4.3 이상치 점수 평균
앞선 다수결 방식은 모델의 결과를 단순히 이진 판정

으로 결합하기 때문에, 모델 간 신뢰도의 정도를 충분히 
반영하지 못한다. 따라서 각 모델의 이상치 점수를 합산
하고 평균을 내는 방식을 통해 이러한 한계를 보완한다. 
그 결과, 불량 탐지율은 0.942로 단일 모델(0.934) 대비 
0.8% 향상되었다. 정확도는 다수결 방식과 동일하게 
98.8%이나, F1-score는 소폭 향상(0.2%)되었다. 이는 
단순한 투표 방식보다 점수 통합 방식이 모델 간 정보를 
더 효과적으로 반영하여, 소수 클래스인 불량 샘플의 탐
지 성능을 개선했음을 시사한다. <Table 4>는 이상치 점
수 평균 방식의 성능을 나타낸다.

Index Precision Recall F1-score

Normal (0) 0.994 0.993 0.993

Anomaly (1) 0.938 0.942 0.940

Accuracy 0.988

<Table 4> 이상치 점수 평균 방식 평가 지표

4.4 LSTM 모델 불량품 예측
<Table 5>는 LSTM을 이용하여 다음 공정에서 불량 

발생 여부를 예측한 결과를 나타낸다. 불량에 대한 여부
는 이상치 점수 평균 방법을 사용해서 생성했으며, 전체 
데이터의 5%를 이상치로 설정하였다. 정상 클래스에 대
한 Recall은 약 0.99로 매우 높은 수준을 기록한다. 반
면, 비정상 클래스에 대한 Recall은 0.5294로, 실제 불
량의 절반 정도만 탐지할 수 있음을 보여준다. 이는 
LSTM 기반 이진 분류기가 불균형 데이터 환경에서 정상 
클래스에 과도하게 최적화되는 경향을 보이며, 불량 탐
지 성능에는 한계가 있음을 나타낸다. 이는 LSTM 기반 
이진 분류기가 불량 패턴의 빈도가 정상 대비 극히 낮은 
데이터 특성상 모델이 정상 패턴을 우선적으로 학습하는 

방향으로 최적화되는 경향을 보였기 때문이다. 본 연구
에서 생성된 불량 라벨은 실제 산업 공정의 잠재적 이상 
패턴을 반영하고 있지만, 해당 패턴이 데이터 전반에 비
해 매우 희소하게 분포되어 있다. 이러한 불균형 데이터 
환경에서 비정상 패턴은 정상 데이터에 비해 극히 희소
하게 나타나기 때문에, 딥러닝 기반 분류 모델은 정상 클
래스에 편향된 결정 경계를 학습하는 경향이 있다. 향후 
연구에서는 데이터 증강, 클래스 가중치 적용, 손실 함수 
개선, 모델 파라미터 수 증가 등과 같은 불균형 완화 전
략을 도입함으로써 비정상 패턴에 대한 민감도를 향상시
킬 필요가 있다.

Index Precision Recall F1-score

Normal (0) 0.9901 0.9557 0.9726

Anomaly (1) 0.1957 0.5294 0.2857

Accuracy 0.9472

<Table 5> LSTM 평가 지표

5. 결론

본 연구에서는 라벨이 존재하지 않는 압출 공정 데이
터를 대상으로 불량 발생 가능성을 예측하기 위한 방법
론을 제안하였다. 우선, Isolation Forest (iForest), Local 
Outlier Factor(LOF), K-Nearest Neighbor(kNN)과 
같은 비지도 이상치 탐지 기법을 적용하여 대체 라벨을 
생성하고, 라벨이 존재하는 장비 모니터링 데이터를 활
용하여 모델 신뢰성을 검증한다. 실험 결과, 세 모델의 
기본 성능은 유사하게 나타나나, 다수결 및 점수 평균 방
식은 불량 탐지 성능을 소폭 향상되었다. 이를 통해 기본 
이상치 탐지 모델들(LOF, kNN, iForest)의 이상치 탐지
의 특성이 다른 점을 보여주며, 앙상블 기법을 통해 효과
적으로 성능을 향상시킬 수 있다는 것을 보여준다. 또한, 
생성된 라벨을 기반으로 LSTM 시계열 예측을 수행한 결
과, 정상 클래스에 대해서는 높은 성능을 보이나 불량 클
래스에 대해서는 Recall이 0.5294에 그쳐 불균형 데이
터 환경에서의 한계를 드러낸다. 이상의 결과는 라벨이 
부재한 공정 데이터에서도 불량 예측이 가능함을 보여주
며, 압출 공정 예지보전 시스템 구축을 위한 기초적 가능
성을 확인했다는 점에서 의의가 있다. 향후 연구에서는 
데이터 불균형 문제를 해소하기 위한 민감 학습 등의 기
법을 적용하고, 대체 라벨 생성 과정의 정교화를 통해 불
량 탐지 성능을 더욱 개선할 필요가 있다. 또는 Yanxia 
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Li 가 수행한 연구에서 사용한 방법인 노이즈 제거 후 시
계열 예측을 통해 성능 향상을 기대할 수 있을 것이다
[25].
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