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요  약  한글 손글씨 자료는 음절별 표본 확보가 어렵고 불균형이 크며, 오래된 자료에서는 저해상도 문제가 함께 나타난
다. 본 연구는 완성 음절 라벨에 자모 구성 정보를 부가해 학습용 목표 분포에 반영하는 자모 태그 기반 구조화 어노테
이션 방식인 Jamo-Structured(자모구조형)를 제안하였다. 실험 대상은 김성환의 시사만화 <고바우 영감> 1955∼
1956년 연재분에서 추출한 저해상도 손글씨 완성 음절 이미지 3,455장, 534개 클래스다. 자모구조형은 정답 클래스에
0.95, 구조적 이웃에 나머지 0.05를 배분한다. 동일한 CNN(Convolutional Neural Network, 합성곱 신경망)과 데이
터 조건에서 Hard Label(하드 라벨), Uniform Label Smoothing(균등 라벨 스무딩), Matched-Random(대응 무작
위 배분)과 비교한 결과, 세 반복 분할에서 Macro-F1 89.55±1.82%, Balanced Accuracy(균형 정확도) 
92.94±1.51%로 가장 높은 평균 성능을 보였다. Macro-F1은 각 비교 조건보다 4.99%p, 3.59%p, 9.68%p 높았다.
이는 자모 구성관계에 따른 목표분포의 구조화가 규모 작고 불균형한 저해상도 한글 손글씨 완성 음절 분류의 성능
향상에 기여할 수 있음을 나타낸다.

주제어 : 한글 손글씨 인식, 완성 음절 분류, 구조화 어노테이션, 자모 태그, 목표 분포, 라벨 스무딩

Abstract  Handwritten Hangul (Korean Characters) data are often limited by insufficient samples for 
individual syllable classes, substantial class imbalance, and low resolution in older materials. To address
these issues, a jamo-tag-based structured annotation method, termed Jamo-Structured, is proposed, in
which jamo compositional information (initial, medial, and final components of a Hangul syllable) is 
incorporated into complete-syllable labels and training target distributions. Experiments were conducted
on 3,455 low-resolution handwritten complete-syllable images from 534 classes extracted from the 1955
–1956 installments of the newspaper comic strip Oldman GoBau. In Jamo-Structured, 0.95 is assigned
to the target class and the remaining 0.05 to structural neighbors. Under the same CNN (Convolutional
Neural Network) architecture and data conditions, Jamo-Structured was compared with Hard Label, 
Uniform Label Smoothing, and Matched-Random. Across three repeated Train-Test splits, 
Jamo-Structured achieved a Macro-F1 of 89.55±1.82% and a Balanced Accuracy of 92.94±1.51%, the 
highest average performance among the comparison conditions. Its Macro-F1 exceeded those of Hard
Label, Uniform Label Smoothing, and Matched-Random by 4.99, 3.59, and 9.68 percentage points, 
respectively. These results indicate that Jamo-Structured target distributions can improve low-resolution
handwritten Hangul complete-syllable classification under small-scale, class-imbalanced conditions.

Key Words : Handwritten Hangul recognition, complete-syllable classification, structured annotation, 
Hangul jamo tags, target distribution, label smoothing
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1. 서론 

오래된 문헌자료는 원본부터 인쇄 및 보존 상태로 인
해 열화된 상태거나 훗날 스캔된 데이터의 해상도 자체
가 낮은 경우가 많다. 그중에서도 특히 손글씨는 정형화
한 인쇄 문자와는 달리 필기자에 따라 형태와 정렬의 변
동성이 크며, 음절별 표본 수의 편차도 커서 모든 클래스
를 고르게 확보하는 데에는 현실적인 어려움이 있다. 일
반적인 완성 음절 분류에서는 각 음절을 독립된 클래스
로 취급하지만, 한글은 초성·중성·종성이라는 자모를 모
아 한 음절을 구성하는 특성상 조합 가능한 클래스 수가 
총 11,172개에 달한다[1]. 이처럼 많은 음절을 각각 하
나의 클래스로 다룰 경우, 음절마다 충분한 학습 표본을 
확보하기란 난망하다.

이에 본 연구는 하나의 데이터 객체에 해당 객체를 설
명하는 복수의 태그를 부여하는 이미지 어노테이션의 개
념[2]을 응용하여, 완성 음절 라벨에 초성·중성·종성의 구
성 정보를 부가하고 학습용 목표분포에 반영한다. 이 방
식을 구조화 어노테이션으로 정의하고, 이를 적용한 목
표분포의 구성 방식을 자모구조형이라 명한다. 각 완성 
음절은 유니코드 조합 규칙에 따라 자모로 분해되며, 정
답 클래스와 두 자모를 공유하는 완성 음절을 구조적 이
웃으로 정의하여 제한된 목표확률을 이들에게 분배한다. 
즉 이미지를 자모 단위로 직접 분할하지 않고, 기존 완성 
음절 분류의 정답 정보에 클래스 간 구조적 관계를 추가
하는 것이다.

실험을 위한 데이터셋은 한국의 대표적인 신문 시사만
화인 김성환의 <고바우 영감> 1955∼1956년 동아일보 
연재분을 대상으로 구성하였다. 해당 연재분은 대한민국
역사박물관의 <고바우 영감> 디지털 아카이브[3]를 통해 
확인할 수 있으며, 본 연구에서는 연재 이미지에 포함된 
손글씨 완성 음절을 수동으로 추출하였다. 데이터셋은 
3,455장, 534개 완성 음절 클래스로 구성된 저해상도 
손글씨 완성 음절 이미지로,  같은 음절 내 변동성이 크
며 일부 음절은 표본이 한두 장에 불과해 클래스 간의 불
균형도 크다. 자모구조형 목표분포의 유효성은 동일한 
CNN 구조와 데이터 조건에서 오로지 정답 클래스에만 
100% 확률을 부여하는 하드 라벨 방식과 정답 클래스의 
확률 일부를 모든 비정답 클래스에 균등 배분하는 균등 
라벨 스무딩, 자모 관계에 따른 확률 배치만 무작위로 뒤
섞은 대응 무작위 배분 조건과 비교하여 검증하였다.

2. 관련 연구 

한글의 음절은 초성·중성·종성 세 자모의 조합으로 이루
어져 있으므로, 손글씨 인식에서도 완성 음절을 독립적인 
클래스로만 처리하는 방식과 함께 자모의 조합 구조를 이용
하는 선행 연구가 있어 왔다. 김인중 외(2015)는 한글 손글
씨 인식에 DCNN(Deep Convolutional Neural 
Network, 심층 합성곱 신경망) 기반 한글 손글씨 인식기를 
구성해 SERI95a[4]의 520개 클래스와 PE92[5]의 2,350개 
클래스를 대상으로 기존의 전통적인 머신러닝 방식이 보였
던 한계를 넘는 인식 성능을 보였다[6]. 그러나 이 방식은 
11,172개의 전체 완성 음절을 독립된 클래스로 학습하는 
데에는 높은 계산 비용이 따른다. 반면 김건욱 외(2022)는 
손글씨 대상은 아니지만 인식 대상을 음절에서 자모로 바꾸
어 11,172개의 독립된 클래스로 분류되는 문제를 52개 클
래스의 문제로 압축함으로써 클래스 불균형과 대상 음절 선
정 문제를 함께 해결할 수 있음을 제시하였다[7]. 한편 다중 
클래스 분류에서 일반적으로 쓰는 하드 라벨 방식은 하나의 
입력에 하나의 정답 클래스를 대응시키는 One-hot(원-핫) 
벡터로 표현하여 해당 클래스에 목표확률 1, 나머지 클래스
에 0을 부여한다[8]. Szegedy 외(2016)는 원-핫 목표분포
를 완화하여 일부 확률질량을 다른 클래스에 분배하는 
Label Smoothing(라벨 스무딩)을 적용함으로써 모델의 
과도한 확신을 완화하였다[9]. 그러나 비정답 클래스에 잔
여 확률을 무조건 균등하게 배분하는 균등 라벨 스무딩은 
클래스 사이의 유사성이나 구조적 관계 차이를 목표분포에 
반영하지 못하는 한계가 있다[10-11]. Dogan 외(2020), 
Liu 외(2021), 이동구 외(2021)는 균등 분배가 아닌 클래
스 유사도, 클러스터 관계를 활용한 비균등 라벨 스무딩 연
구를 제안하기도 했다[12-14].

본 연구에서는 자모 구성 요소를 공유하는 음절을 구
조적 이웃으로 정의하고, 비정답 목표확률을 해당 이웃
들에 배분한다. 데이터셋의 534개 완성 음절 분류 체계
를 유지하면서 자모 관계를 목표분포 구성에 이용한다는 
점에서, 자모를 인식 대상으로 삼고 자모 조합으로 완성 
음절을 예측하는 김건욱 외(2022)의 방식과는 차이가 있
다[7]. 목표분포의 정답 확신을 완화시키기 위한 스무딩 
계수 ϵ는 Müller 외(2019)가 CIFAR-100 이미지 분류 
모델의 캘리브레이션 실험에서 0.05의 라벨 스무딩 파라
미터를 적용한 사례를 참조하여 0.05로 설정하였다[15]. 
본 연구의 실험에서는 ϵ의 최적값을 별도로 찾지 않고 
0.05로 고정한 상태에서 조건마다 비정답 목표확률의 배
분 방식 차이를 비교하였다.
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3. 연구방법 

3.1 데이터셋 구성 및 전처리
본 연구는 신문 시사만화 <고바우 영감>의 1955∼

1956년 연재분에서 수동으로 추출해 라벨링한 저해상도 
한글 손글씨 완성 음절 이미지 3,455장, 534개 클래스
를 대상으로 하였다. 데이터셋 구축 과정에서는 원본 연
재 이미지에서 손글씨 완성 음절이 포함된 영역을 음절 
단위로 분리하고, 각 이미지에 해당하는 완성 음절을 정
답 클래스로 지정하였다. 각 음절 이미지는 회색조로 변
환한 후 노이즈를 감안해 약한 회색인 245를 임계값으로 
글자가 자리한 위치의 최소 사각 영역을 산출한 후 이 영
역의 긴 변 길이 기준 10%에 해당하는 여백을 추가하고 
128×128 픽셀로 크기를 통일하였다. 시험 데이터를 제
외한 학습 데이터에는 ±3도 기울기와 가로세로 ±3% 
이동, 0.97∼1.03배 크기 조정, 변환 후 빈칸 채우기 등
을 포함한 증강을 무작위로 적용하였다.

불균형한 클래스별 표본 수를 고려해 표본이 2장 이하
인 클래스는 모두 학습 데이터에 배정하고, 3∼9장인 클
래스는 1장을 시험 데이터에 배정하였으며, 10장 이상인 
경우는 약 20%를 시험 데이터에 배정하였다. 이 분할 규
칙에 세 개의 무작위 시드(314, 2718, 7777)를 적용해 
반복 분할을 수행하였다. 각각의 분할은 학습 데이터 
2,834장과 시험 데이터 621장으로 구성되며, 시험 데이
터에는 245개 완성 음절 클래스가 포함된다. 나머지 
289개의 희귀 클래스는 시험 표본 없이 학습에만 포함된
다. 이상에 따라 본 연구의 실험은 학습 과정에서 본 완
성음절 클래스에 대한 분류 성능을 평가하는 것으로, 학
습 과정에서 보지 않은 완성 음절 클래스에 대한 분류 성
능을 직접 평가하지는 않는다.

3.2 자모 태그 기반 구조화 목표 분포
[Fig. 1]은 본 연구의 학습 및 평가 과정을 나타낸 플

로우차트다. 구조화 어노테이션을 구현하기 위해 534개 
완성 음절을 유니코드 조합 규칙을 적용해 초성·중성·종
성으로 자동 분해하였다. 정답 음절과 두 개의 자모를 공
유하는 클래스를 기본적인 구조적 이웃으로 설정하되, 
해당 이웃이 존재하지 않는 경우에는 한 개의 자모를 공
유하는 클래스를 대체 이웃으로 사용하였다.  두 종류의 
이웃은 한 클래스에 동시에 사용되지 않으며, 또한 종성
에서 받침이 없는 경우는 자모 공유 여부 계산에서 제외
하였다. 한 자모를 공유하는 클래스도 존재하지 않는 경

우에는 정답 클래스를 제외한 모든 클래스에 비정답 목
표 확률을 균등 배분하게끔 예외 처리하였다. 목표분포
는 이미지의 시각적 특징이 아닌 음절 클래스의 자모 구
성 관계를 기준으로 생성되며, 동일한 완성 음절로 라벨
링된 모든 이미지는 동일한 목표분포를 학습에 사용한다.

  



     
  ∈
  

(1)

식 (1)은 정답 클래스 𝑦에 대한 클래스 𝑘의 목표 확
률 𝑞𝑘의 식이다. 𝑁(𝑦)는 정답 클래스 𝑦의 구조적 이
웃 집합이다. 클래스 𝑘가 정답 클래스 𝑦와 일치할 시에
는 스무딩 계수 ε를 1에서 뺀 값인 0.95를 부여하고, 나
머지 ε 0.05는 구조적 이웃 클래스에 균등하게 분배한
다. 따라서 정답 확률 0.95를 포함한 목표분포의 전체 확
률 합은 1이 된다. 정답도 이웃도 아닌 경우엔 0을 할당
한다. 학습에서는 이와 같이 구성한 목표 분포와 모델 예
측분포 사이의 교차엔트로피를 손실로 사용하였다.

[Fig. 1] Jamo-Structured Annotation- 
Based Learning Flow
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3.3 비교 조건과 CNN 분류 모델
본 연구에서는 자모구조형의 효과를 검증하기 위하여 

동일한 데이터와 CNN 구조에서 하드 라벨, 균등 라벨 
스무딩, 대응 무작위 배분을 비교 조건으로 사용하였다. 
네 조건의 차이는 다음과 같다.

Condition Target Class
Probability Non-Target Probability Allocation

Hard Label 1.00 All 0

Uniform Label 
Smoothing 0.95 0.05 uniformly distributed across 

533 non-target classes

Jamo-
Structured 0.95 0.05 distributed among structural 

neighbors

Matched-
Random 0.95

Non-target probability values from 
Jamo-Structured randomly 

reassigned to non-target class 
positions

<Table 1> Target Distributions by Condition

<Table 1>은 조건별 목표분포의 배분 방식을 나타낸
다. 4개의 비교 조건에는 동일한 학습·시험 데이터 분할, 
CNN 구조, 최적화 설정 및 학습 에포크 수를 적용하였
다. 하드 라벨은 정답 클래스에 목표 확률 1을 부여하고 
그 외의 모든 비정답을 0으로 두는 조건이며, 나머지 조
건들은 정답 확률을 0.95로 고정한다. 균등 라벨 스무딩
은 정답을 뺀 533개 클래스가 0.05를 나누어 갖게 되며, 
자모구조형은 구조적 이웃에만 0.05를 분배하게 된다. 
대응 무작위 배분은 자모구조형에서 만들어진 정답 확
률, 비정답 전체 확률량, 양의 확률을 갖는 비정답 클래
스 수와 개별 확률값을 유지하면서 값의 클래스 위치만
을 바꾼 것이다. 이를 통해 일부 비정답 클래스에 확률을 
집중시키는 방식의 효과와 자모 공유 관계를 반영한 확
률 배분의 효과를 구분하여 비교하였다.

[Fig. 2] CNN Structure Diagram

[Fig. 2]는 본 연구에 쓰인 CNN 구조를 도표화한 것
이다. 특징 추출부는 1채널 입력에서 32, 64, 128, 256 
채널로 증가하는 4개의 합성곱 블록으로 구성된다. 각각의 
블록은 하나의 3×3 합성곱층과 BN(Batch Normalization), 
ReLU, MaxPooling으로 구성된다. 특징 맵은 Adaptive 
Average Pooling을 통해 4×4로 변환한 뒤, Flatten을 
거쳐 4,096차원으로 펼쳐지며 이를 FC(Fully Connected 
Layer, 완전연결층)를 통해 256차원 은닉 표현으로 변환
하고 ReLU와 Dropout(0.30)을 적용한 뒤, 534개 완성 
음절 클래스 각각에 대응하는 Logit(로짓)을 출력하도록 
구성하였다.

3.4 평가 방법
본 연구는 클래스 불균형을 고려하여 주요 평가 지표

로 Macro-F1을 사용하고, 균형 정확도를 보조 지표로 
제시하였다. 균형 정확도는 시험 데이터에 실제 정답으
로 존재하는 245개 완성 음절 클래스의 Recall(재현율)
을 모두 더하여 해당 클래스 수로 나누어 구하였다.

MacroF ·  F (2)

Macro-F1은 각 클래스의 F1-Score를 먼저 계산한 
후 이를 클래스별로 동일하게 평균한 값이다[16]. 본 연
구에서는 시험 데이터의 실제 정답에 존재하는 클래스만
이 아니라, 시험 데이터엔 없지만 모델의 예측에 등장한 
서로 다른 클래스의 총 수도 포함해 분모로 쓴다. 식 (2)
에서는 이 총 수를 𝑀으로 정의함으로써, 시험 데이터에 
존재하지 않는 클래스로 잘못 예측한 사례까지 평가에 
반영하였다. 𝑖는 클래스이며, F1𝑖는 해당 클래스의 
F1-score다.

4. 실험 결과 

실험은 NVIDIA GeForce GTX 1660 GPU, PyTorch 
2.7.1+cu126 환경에서 수행하였다. 네 가지 비교 조건
에는 동일한 CNN 구조, Batch Size 32, AdamW 
Optimizer(Learning Rate 0.001, Weight Decay 
0.0001)를 적용하였다. 본 실험에서는 목표분포 구성 방
식에 따른 성능 차이를 동일한 학습량으로 비교하기 위
하여 별도의 검증 세트와 조기 종료를 적용하지 않았으
며, 모든 조건에서 400 에포크 학습을 완료한 최종 모델
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을 시험 데이터로 평가하였다. 이때 학습률은 Cosine 
Annealing Scheduler(코사인 어닐링 스케줄러)를 이용
해 초기값 0.001에서 약 0.000001까지 감소하도록 설
정하였다. 또한 각 분할의 비교 조건에는 동일한 모델 시
드(20260730)를 적용해 모델 초기화와 학습 데이터의 
뒤섞기 순서를 통제하였다. 다만 이러한 고정 학습 조건
은 학습량 차이를 통제하기 위한 것으로 최적의 학습 종
료 시점을 보장한 것은 아니다. 이하의 Macro-F1, 균형 
정확도는 세 분할에서 산출한 값의 평균과 표준편차다.

Condition Macro-F1(%) Balanced 
Accuracy(%)

Hard Label 84.56±0.87 87.28±0.15

Uniform Label Smoothing 85.96±1.95 89.06±1.89

Jamo-Structured 89.55±1.82 92.94±1.51

Matched-Random 79.87±2.73 84.29±1.64

<Table 2> Classification Performance by Condition

자모구조형의 Macro-F1은 89.55±1.82%로 하드 라
벨보다 4.99%p, 균등 라벨 스무딩보다는 3.59%p 높았
다. 세 반복 분할에서는 각각 91.30%, 87.68%, 89.68%
를 기록하였으며 각 분할에서 모두 비교 조건보다 높았
다. 균등 라벨 스무딩도 하드 라벨보다 1.40%p 높은 성
능을 보였다. 비정답 확률량과 확률값을 자모구조형과 
동일하게 유지하면서 클래스 위치만 무작위로 섞은  대
응 무작위 배분은 Macro-F1이 79.87±2.73%로 자모구
조형보다 9.68%p 낮았다. 균형 정확도에서도 자모구조
형이 92.94±1.51%로 가장 높았다. 따라서 비정답 확률
을 일부 클래스에 배분한 것만으로는 자모구조형의 성능 
향상을 설명하기 어렵다.

마지막으로, 데이터셋의 인식 난도를 외부 기준과 비
교하기 위해 범용 오픈소스 OCR(Optical Character 
Recognition, 광학문자인식)인 EasyOCR과 Tesseract
를 별도 파인튜닝 없이 적용했다. Macro-F1은 각각 
54.34±2.22%, 14.59±0.36%였다. 이 수치는 자모구
조형과의 직접적 성능 비교가 아니라, 본 연구의 저해상
도 손글씨 데이터셋이 범용 OCR에는 어려운 입력임을 
보여주는 참고값이다.

5. 결론 및 향후 연구

본 연구에서는 완성 음절 라벨의 자모 구성 관계를 목

표분포에 반영한 자모구조형을 구성하고, 동일한 CNN
과 데이터 조건에서 세 비교 조건과 성능을 비교하였다. 
자모구조형은 하드 라벨과 균등 라벨 스무딩보다 높은 
Macro-F1을 나타냈으며, 대응 무작위 배분보다도 우위
를 나타냈다. 이 두 조건은 비정답 확률의 클래스 위치만 
다르기 때문에, 둘의 성능 차이는 비정답 확률을 소수 클
래스에 배분한 것만으로는 설명할 수 없다. 다만 자모 구
성관계를 반영한 클래스 선택이 성능에 기여했다고 할 
수 있다.

본 연구의 실험은 단일 완성 음절 출력 헤드를 사용하
는 방식이다. 본 연구에서 초성·중성·종성이라는 한글 자
모의 조합은 목표 분포를 구성하는 학습 정보에만 적용
된다. 또한 전체 534개 완성 음절 클래스 중 시험 데이터
에 포함된 245개 클래스는 학습 데이터에도 존재하므로, 
본 연구의 결과만으로는 학습 과정에서 관찰된 완성 음
절의 자모 조합을 바탕으로 미학습 완성 음절에 대한 자
모 조합의 일반화 성능을 검증할 수 없다. 또한 모든 비
교 대상에 학습량을 400 에포크로 고정한 것은 공정 비
교조건을 구성하기 위한 방법론이지만, 수치의 최적성을 
증명하는 근거는 되지 못한다.

이를 위해 후속 연구에서는 자모 구성관계를 목표분포
에 반영하는 본 연구의 방식을 응용하면서 자모별 멀티
헤드를 구성하여 각각의 자모를 직접적 학습 목표로 삼
고자 한다. 또한, 동일한 완성 음절 클래스가 학습 데이
터와 시험 데이터에 동시에 포함되지 않게끔 함으로써 
미학습 자모 조합을 인식할 수 있는지를 검증하고, 최적
의 학습량을 부여할 수 있도록 하고자 한다.
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