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요  약  인공지능(AI) 시대의 도래로 AI 주도 자산은 데이터 자산화, 지능의 비선형적 확장, 인프라 비용 감쇄 등 새로운
가치 창출 구조를 갖는다. 이러한 특성을 전통적인 현금흐름할인법(DCF)에 충분히 반영하려면 데이터·AI 성능·연산 인
프라가 현금흐름으로 연결되는 과정을 구체화해야 한다. 이에 본 연구는 데이터 자산화, 지능 확장성, 인프라 비용의
세 축으로 설정하고, IoT 데이터가 AI 학습 자원으로 전환되는 과정을 주요 가치 원천으로 보았다. 또한 스케일링 법칙,
메트칼프의 법칙, 인프라 비용 감쇄 논의를 바탕으로 MIIM(Macro-Intelligence Investment Mechanism) 방정식 
P = α + β1(D·M) + β2 ln(I) - β3Y + ε을 제안하였다. 본 연구는 NVIDIA·Alphabet·Tesla의 주가와 시점별 공개
재무자료를 활용하였다. 이를 재무대리 지표로 구성하고 초기 24개 분기를 학습 구간으로, 이후 16개 분기를 표본 외 
평가 구간으로 설정하여 예측 성능을 확인하였다. 그 결과 MIIM은 모든 벤치마크 대비 우위를 보였으며, H1·H2·H3 
세 가설 모두 기대 부호와 통계적 유의성에서 지지가 됨을 검증함으로써, AI 자산의 가치 형성 요인을 구조화하고 세 
이론적 논의를 단일 모형으로 연결했다는 학술적 의미가 있다. 또한 기업 유형별 가치 동인의 차이를 추정 계수와 예측 
평가를 통해 검증할 수 있는 분석 틀을 제시했다는데 의의가 있다.

주제어 : MIIM 방정식, AI 자산 가치 평가, 스케일링 법칙, 메트칼프의 법칙, DCF 한계, IoT 데이터 자산화

Abstract  With the advent of the AI era, AI-driven assets have a new value creation structure, including
turning data into assets, nonlinear expansion of intelligence, and reducing infrastructure costs.To fully 
reflect these characteristics in the traditional discounted cash flow (DCF) method, we need to make the
connection from data, AI performance, and computing infrastructure to cash flow more concrete. So,
this study set its focus on three main pillars: data monetization, intelligence scalability, and 
infrastructure costs, seeing the process of IoT data turning into AI learning resources as the key source
of value. Also, based on discussions about scaling laws, Metcalfe's law, and the dilution of infrastructure
costs, we proposed the MIIM (Macro-Intelligence Investment Mechanism) equation P = α + β1(D·M) +
β2 ln(I) - β3Y + ε. This study used historical stock prices and financial data publicly available at each
forecast date for NVIDIA, Alphabet, and Tesla. We structured this as a financial proxy indicator and set
the first 24 quarters as the training period, with the next 16 quarters as the out-of-sample evaluation
period to check prediction performance. As a result, MIIM outperformed all benchmarks, and we 
verified that all three hypotheses H1, H2, and H3 were supported in terms of both expected signs and
statistical significance. This has academic significance as it structures the value-forming factors of AI
assets and connects the three theoretical discussions into a single model. It’s also significant because
it presents an analytical framework that can verify differences in value drivers by company type through
estimated coefficients and predictive assessments. 

Key Words : Macro-Intelligence Investment Mechanism (MIIM), AI asset valuation, Scaling Laws, 
Metcalfe’s Law
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1. 서론

2025년 7월 NVIDIA의 시가총액 4조 달러 돌파는 AI 
주도 자산의 급성장이 구조적 변화로 자리를 잡았음을 
보여준다[1]. Alphabet, Tesla, Microsoft, Meta 등을 
포함한 ‘Magnificent 7’ 기업이 2025년 중반 S&P 500 
지수내에서 비중 또한 약 3분의 1 수준으로 확대되었다
[2]. 그러나 할인현금흐름(DCF), 주가수익비율(PER), 기
업가치 대비 영업이익(EV/EBITDA)과 같은 전통적 평가
모형은 이러한 AI 자산의 가격 형성 메커니즘을 충분히 
설명하는 데 한계를 보인다.

전통적 자산 가치평가 모델은 안정적 성장과 예측 가
능한 현금흐름을 전제로 하므로, 데이터 자산화, 지능의 
비선형적 확장, 네트워크 효과가 중요한 AI 시대의 가치 
창출 구조를 포착하기 어렵다. 이러한 괴리는 투자와 리
스크 관리, 정책 판단의 오류로 이어질 수 있어 새로운 
평가체계가 요구된다[3]. AI 자산의 가치 형성은 IoT 융
합 산업과도 밀접하다. 차량과 엣지 디바이스에서 생성
되는 데이터는 AI 학습 자원으로 활용되고, AI 가속기와 
데이터센터는 이를 처리하는 연산 기반이 된다. 즉 "IoT 
기기 → 데이터 → 연산 인프라 → 지능"의 가치사슬에서 
NVIDIA는 인프라, Google은 데이터 플랫폼, Tesla는 
피지컬 AI를 대표한다.

본 연구는 스케일링 법칙[4, 5], 메트칼프의 법칙[6, 7], 
인프라 비용 감쇄[8, 9]를 통합한 MIIM(Macro-Intelligence 
Investment Mechanism)방정식을 제안하고, NVIDIA, 
Google, Tesla를 대상으로 실증 검증하였다.

본 연구의 주요 학술적 기여는 다음과 같이 세가지로 
제시할 수 있다. 첫째, 기존의 세 가지 이론적 논의(스케
일링 법칙, 메트칼프의 법칙, 인프라 비용 감쇄)를 단일 
회귀 프레임워크로 통합한다. 둘째, AI 자산 유형별 가치 
동인의 차이를 사전 가설과 추정계수를 통해 검증한다. 
셋째, 빅데이터 분석, 금융공학, AI 시스템 이론을 결합
한 IoT 융합 관점의 평가 방법론을 제시한다[10].

논문의 2장에서 관련 이론과 기존 모형의 한계를 검토
하고, 3장에서 MIIM 방정식과 변수 정의를 제시한다. 4
장에서는 실증 분석과 벤치마크 비교를 수행하며, 5장에
서 연구 결과와 한계 및 향후 과제를 제시한다.

2. 관련 연구 

2.1 DCF 모델의 구조적 한계 

DCF 모델은 자산의 내재가치를 V = Σt CFt / (1 + 
r)t로 정의하며, 미래 현금흐름의 예측 가능성, 할인율의 
안정성, 성장률의 선형성을 주요 가정으로 한다.

그러나 [Fig. 1]과 같이 이러한 가정은 AI 자산에 충분
히 적용되기 어렵다. 첫째, AI 기업의 수익 구조는 기술 
발전, 규제, 경쟁 환경에 따라 빠르게 변화하여 미래 현
금흐름 예측의 불확실성이 크다. 둘째, 시장 위험프리미
엄과 국채 수익률 변화로 인해 WACC의 안정적 산정이 
어렵다. 셋째, AGI나 피지컬 AI로의 확장 가능성과 같은 
성장 옵션을 DCF가 충분히 반영하지 못한다. 넷째, 
NVIDIA의 CUDA 생태계, Google의 검색 데이터, 
Tesla의 자율주행 데이터와 같은 데이터·지능 자산은 재
무제표에 직접 반영되지 않지만, 중요한 경쟁우위의 원
천이다.

[Fig. 1] Structural Limitations of DCF and the Three 
Value-Creation Mechanisms of AI Assets

이러한 한계는 실제 시장에서도 나타난다. NVIDIA 
주가는 2023년 초부터 2025년 7월까지 1,000% 이상 
상승하였으며[1], Tesla 역시 자동차 산업 평균을 크게 
웃도는 가치평가 프리미엄을 유지해 왔다. 이는 전통적 
DCF 만으로 AI 자산의 가치 형성을 설명하는 데 한계가 
있음을 보여준다.

2.2 AI 자산 가치평가 연구 동향 — 
    전통적 밸류에이션 모형의 한계와 대안적 접근

DCF의 한계를 보완하려는 시도는 지속되어 왔다. 
Fama-French 5요인 모형[11]은 크기, 가치, 수익성, 투
자성향 요인을 추가하여 설명력을 개선하였으나 AI 자산 
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특유의 지능·네트워크·비용 요인은 포착하지 못한다. 실
물옵션 이론은 성장 옵션을 정량화하는 틀을 제공하지만 
옵션 가치의 변동성 산정에 자의성이 잔존 한다. 최근 
Fang et al.[12]이 제안한 CRR(Capability Realization 
Rate) 모델은 AI 역량의 실현율을 밸류에이션에 반영하
나, 종합적 회귀 프레임워크로 발전하지는 못하였다.

선행 연구의 공통된 한계는 통합적 프레임워크의 부재
이다. AI 자산의 가치는 데이터 독점력, 지능 확장성, 인
프라 비용이라는 세 이질적 축의 상호작용에서 창출되지
만, 이 새 이론을 단일 회귀 방정식으로 결합한 시도는 
검토한 범위의 문헌에서 확인되지 않았다.

2.3 MIIM의 3대 이론적 기반 
본 연구는 AI 자산의 가치 형성 메커니즘을 데이터 네

트워크 효과, 지능 확장성, 인프라 비용 감쇄의 세 축으
로 구분하고, 각각 메트칼프의 법칙, 스케일링 법칙, 비
용 감쇄 이론에 근거하여 가설을 설정한다.

첫째, 데이터 네트워크 효과는 메트칼프의 법칙에 기
반한다. Metcalfe[6] 는 네트워크 가치의 비선형적 증가
를 설명하였고, Odlyzko와 Tilly[7]는 대규모 네트워크
에서 V ∝ n log n 관계를 제시하였다. 본 연구는 이를 
데이터 자산화 지수 D와 마진 스코어 M의 결합하여 (D 
× M)으로 반영한다.

H1. 데이터 자산화와 가치 실현 능력이 향상할수록 
AI 기업의 자산 가치는 증가할 것이다(β1 > 0).

둘째, 지능 확장성은 스케일링 법칙에 기반한다. 
Kaplan et al.[4], Hoffmann et al.[5], Pearce와 
Song[13]은 AI 성능과 컴퓨팅 자원·데이터·모델 규모 간 
비선형적 관계를 제시하였다. 본 연구는 이를 지능 지표 
ln(I)에 반영한다.

H2. AI 지능 및 성능 수준이 향상될수록 AI 기업의 
자산 가치는 증가할 것이다(β2 > 0).

셋째, 인프라 비용 감쇄는 단위 연산 비용 하락에 기
반한다. Epoch AI[8]와 Semianalysis[9]는 AI 컴퓨팅 
비용의 지속적 감소를 제시하며, 본 연구는 이를 Yt = 
Y0e-λt로 모형화한다. Y는 단위 연산당 비용으로 정의
하고 기업 가치에 부(-)의 영향을 미치는 요인으로 설정
한다.

H3. 단위 연산당 AI 인프라 비용이 감소할수록 자산 
가치는 증가할 것이다. 식 (1)의 비용 항이 -β3Y
이므로 β3 > 0을 예상한다.

따라서 본 연구는 데이터 네트워크 효과 (D × M), 지
능 확장성 ln(I), 인프라 비용 Y를 하나의 회귀 프레임워

크에 통합하여 AI 자산의 복합적 가치 형성 메커니즘을 
설명한다.

3. MIIM 방정식 설계

3.1 방정식의 도출 
본 연구가 제안하는 MIIM 방정식은 식(1)과 같이 정

의된다.

Pi,t = αi + β1,i(D × M)i,t + β2,i ln(Ii,t) - 
β3,i Yi,t + εi,t (1)

여기서 i는 기업, t는 분기를 의미한다. P는 수정주가
(split-adjusted price)의 로그값, (D × M)은 데이터 
자산화 지수 D와 마진 스코어 M의 곱으로 구성된 데이
터 기반 독점력 항, ln(I)는 자연로그로 변환된 지능 확장
성 항, Y는 인프라 비용 항, ε는 모형으로 설명되지 않는 
잔차항이다. αi는 기업별 절편이며, β1,i, β2,i, β3,i는 
각 설명변수의 영향을 나타내는 기업별 회귀계수이다.

각 회귀계수에는 합이나 범위에 대한 사전 제약을 두
지 않는다. 이론적 기대부호는 β1,i > 0, β2,i > 0, β3,i 
> 0이다. 다만 인프라 비용 항은 식(1)에서 -β3,i Yi,t의 
형태로 정의되므로, β3,i > 0은 인프라 비용 Y의 증가가 
자산가치 P에 부(-)의 영향을 미친다는 것을 의미한다.

[Fig. 2] Mapping of the Three Underlying Theories 
onto the Terms of the MIIM Equation

변수 변환 순서는 다음과 같다. 지능 지표는 로그 척
도로 먼저 변환한 뒤(3.2절 식(2)) z-score 표준화한다. 
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D와 M은 각각 [0, 1] 범위로 min-max 정규화한 후 곱
하고 z-score 표준화하며, Y 역시 z-score 표준화한다. 
표준화 이전에 로그를 취하므로 음수에 대한 로그 연산 
문제는 발생하지 않으며, 설명변수가 표준화되어 있으므
로 β는 표준편차 1단위 변화의 효과로 해석된다.

기업 유형별 상대적 기여도는 추정된 표준화 계수를 
이용하여 wk,i = |βk,i| / Σj|βj,i| (k = 1, 2, 3)로 사
후 정의한다. 따라서 w는 합이 1인 기여도 지표이며, 추
정 대상인 회귀계수 β와 구분된다.

[Fig. 2]와 같이 첫째 항은 메트칼프의 법칙과 수익성 
요인을 결합하여 데이터 네트워크 가치와 독점 마진을 
반영하고, 둘째 항은 Kaplan-Chinchilla 스케일링 법
칙의 비선형적 관계를 ln(I) 형태로 반영하며, 셋째 항은 
인프라 비용 Y가 자산 가치에 미치는 영향을 나타낸다.

3.2 변수별 조작적 정의 
각 항을 구성하는 변수의 측정 방식과 데이터 출처, 

가용 기간은 <Table 1>과 같다.
지능 지표는 가용 기간과 척도가 서로 다른 지표를 결

합하므로, 모든 구성요소를 로그 척도로 맞춘 뒤 가중평
균한다. Elo 레이팅은 400점 차이가 승산 10배에 해당
하는 로그 척도이므로 ln10/400을 곱해 자연로그 척도
로 환산한다.

ln(Ii,t) = ωa × ln(MLPerfi,t) + ωb × ln(Parami,t)
+ ωc × (ln10 / 400) × Eloi,t (2)

특정 시점에 가용하지 않은 구성요소는 제외하고, 나
머지 구성요소의 가중치는 합이 1이 되도록 재 정규화한
다. 기본 가중치는 ωa = ωb = ωc = 1/3으로 설정한다. 

세 구성요소가 각각 연산 성능(MLPerf), 모델 규모(파
라미터 수), 실사용 품질(Elo)이라는 상호 보완적 차원을 
측정하며, 이들 간 상대적 중요도에 대한 선험적 근거가 
존재하지 않기 때문이다. 가중치 설정이 결과에 미치는 
영향은 (1/2, 1/4, 1/4)과 (1/4, 1/4, 1/2) 두 조합에 대
한 민감도 분석으로 확인한다.

지능 지표는 기업별 대표 제품을 기준으로 구성한다. 
NVIDIA는 자사 가속기의 MLPerf Training/Inference 
결과와 세대별 최대 연산성능을, Google은 자사 대표 
모델의 LMSYS Arena Elo와 TPU의 MLPerf 결과를 사
용한다. Tesla는 LLM 벤치마크 제출 대상이 아니므로 
자율주행 역량을 대리 지표로 사용하며, 구체적으로 
FSD 누적 주행거리(분기 공시), 학습 클러스터의 이론 
연산량(FLOPS), 개입 간 평균 주행거리(miles per 
intervention)를 로그 척도로 합성한다. 자율주행을 대
리 지표로 선정한 근거는 Tesla가 피지컬 AI에 특화된 
기업으로서 분기 단위로 재현할 수 있는 공개 지능 지표가 
FSD에 한정되기 때문이며, Rivian·Lucid·GM Cruise 
등은 동등한 공개 지표가 부재해 본 대리 지표는 Tesla
에만 적용할 수 있다. 또한 FSD 대신 R&D 지출 비중·AI 
특허 출원 수·Dojo 연산량을 투입한 민감도 분석을 부록
에 수록하여, β₂추정치의 부호와 유의성은 유지되나 계
수 크기는 지표 구성에 따라 변동할 수 있음을 확인하였
다. 이처럼 기업별로 구성요소가 다르므로 I는 기업 간 
절대 수준이 아니라 기업 내 시간적 변화를 측정하는 지
표로 해석하며, 식(1)을 기업별로 추정하는 것도 이 때문
이다.

지능 지표의 자연로그 변환은 스케일링 법칙의 수확체
감 특성을 반영하는 동시에, 극단적 이상치의 영향을 완
화하는 통계적 효과를 제공한다.

Variable Measurement Indicators Source Availability

D: Data Monetization
Weighted average of data volume (log PB), utilization 

(DAU/MAU and API calls with n log n transformation), and 
exclusivity (First-party Data Ratio)

SEC EDGAR, IR 2015–present (quarterly)

M: Margin Score Gross margin, moat score based on 10-K text mining, and 
weighted segment-level market share EDGAR, Bloomberg 2015–present (quarterly)

I: Intelligence Index
MLPerf Training/Inference scores, model parameter count, 
and LMSYS Arena Elo Rating, combined after logarithmic 

transformation (Eq. (2))
MLCommons[14], LMSYS MLPerf: 2018–present; Elo: 

2023–present

Y: Infrastructure Cost
Compute cost per token (USD/M tokens), accelerator TCO 
by generation, and data-center operating cost, measured 

on a per-unit-compute basis
Epoch AI[8], Semianalysis[9]

Token cost: 2022–present; 
TCO: 2018–present; operating 
cost: 2015–present (quarterly)

<Table 1> Operational Definitions of the MIIM Variables
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3.3 가중치 설정 및 최적화
실증 대상 기업의 선정 근거와 기업 유형별 사전 가설

은 <Table 2>와 같다.
기업 특성을 반영한 상대적 기여도의 사전 가설은 

[Fig. 3]과 같다. 이 값은 추정에 투입되는 초기값이 아니
라, 분석 전에 설정하여 추정 결과와 비교하기 위한 가설 
값이다. 식 (1)은 기업별로 최소제곱법(OLS)으로 추정하되, 
시계열 자기상관과 이분산을 고려하여 Newey-West 
HAC 표준오차[15]를 사용한다. 표본 외 성능은 확장 윈
도우(expanding window) 방식의 Walk-forward 검증
으로 평가하며, 초기 학습 구간 2018Q1∼2021Q4(16
개 분기) 이후 매 분기 모형을 재추정하여 1분기 앞 예측
을 수행하며, 표본 외 평가 구간은 2022Q1∼2025Q4의 
16개 분기이다. 무작위 분할 K-fold는 미래 정보가 학습
에 유입될 수 있으므로 사용하지 않는다.

[Fig. 3] Hypothesized Relative Contribution by AI 
Asset Type (Set A Priori)

3.4 잔차항의 통계적 처리
잔차항 ε는 세 결정 요인으로 설명되지 않는 미시적 

시장 소음을 나타낸다. 정규성은 Jarque-Bera 검정과 
Shapiro-Wilk 검정으로 확인하고, 자기상관과 이분산
은 HAC 표준오차로 보정하며, 잔차에서 변동성 군집이 
확인되면 GARCH(1,1) 모형으로 보완한다. 주가·시가총
액 등 수준 변수는 단위근을 가질 수 있으므로 ADF 및 
KPSS 검정으로 정상성을 진단하고, Engle-Granger 검
정[16]으로 공적분 여부를 확인한다. 공적분이 성립하면 
식(1)의 수준 회귀를 주 모형으로, 성립하지 않으면 모든 

변수를 1차 차분한 로그 수익률 회귀를 주 모형으로 채
택하여 허구적 회귀 가능성을 통제한다. <Table 3>의 결
과가 어느 명세에 해당하는지는 표의 주석에 명시한다.

4. 실증 분석 및 효과 검증

4.1 데이터 및 분석 절차 
데이터 범위는 2018년 1분기부터 2025년 4분기까지 

32개 분기이다. 재무 지표(D, M)는 분기 보고서 기준으
로, AI 성능 지표는 발표 주기가 반기·비정기이므로 분기 
빈도로 정렬하였다. 저빈도 변수를 일별로 보관하면 인
위적 자기상관으로 설명력이 과대 추정될 수 있으므로, 
분석 빈도는 분기로 통일하고 주가는 분기 말 수정 종가를 
사용하였다. 재무 데이터는 SEC EDGAR, Bloomberg, 
Yahoo Finance를, AI 성능 지표는 MLPerf[14]와 LMSYS 
Arena를, 컴퓨팅 비용은 Epoch AI[8], Semianalysis[9], 
NVIDIA 투자자 자료[17]를 활용하였다. 전체 분석 절차
는 [Fig. 4]와 같다.

[Fig. 4] Empirical Analysis Pipeline of the MIIM Mode

Category Company Representative A Priori Hypothesis

Infrastructure Type NVIDIA (NVDA) Dominant position in the AI accelerator market w3 (Cost) largest

Platform Type Google (GOOGL) Integration of data, software, and cloud services w1 (Market Power) largest

Physical AI Type Tesla (TSLA) Integration of AI and robotics; IoT-based vehicle fleet data w2 (Intelligence) largest

<Table 2> Target Firms and A Priori Hypotheses



사물인터넷융복합논문지 제12권 제5호, 2026170

4.2 벤치마크 비교 결과
MIIM 방정식의 예측 성능을 검증하기 위해 랜덤워크, 

DCF, Fama-French 5요인 모형[11], LSTM, Transformer의 
다섯 벤치마크와 비교하였다. 모든 모형은 동일한 예측 
대상과 Walk-forward 구간을 적용하였다. DCF는 애널
리스트 컨센서스 잉여현금흐름을 기업별 WACC로 할인
하여 주당 내재가치를 산출하였다. 자기자본비용은 CAPM
을 적용하고, 무위험수익률은 미국 10년물 국채 수익률, 
시장 위험프리미엄은 5.5%, 베타는 직전 60개월 월간 수
익률을 이용하였다. Fama-French 5요인 모형은 추정
된 요인 노출과 요인 수익률로 기대수익률을 산출하였다.

LSTM과 Transformer는 MIIM과 동일한 설명변수 
((D·M), ln(I), Y)에 과거 4개 분기의 로그 주가 시차항을 
추가하여 동일한 정보 조건에서 비교하였다.

예측 성능은 R²와 RMSE로 평가하고, 랜덤워크 대비 
표본 외 결정계수 R²OS = 1 - MSEmodel / MSERW를 
함께 산출하였다[18]. 또한 모형 간 예측력 차이의 통계
적 유의성은 HAC 분산을 적용한 Diebold-Mariano 검
정[19]으로 검증하였다.

Model NVDA R² GOOGL R² TSLA R² Average 
RMSE

DCF 0.32 0.41 0.28 0.284

Fama-French 5F 0.48 0.55 0.42 0.212

LSTM(Standalone) 0.61 0.64 0.58 0.168
Transformer 
(Standalone) 0.68 0.71 0.66 0.142

MIIM (Proposed) 0.79 0.82 0.75 0.098

<Table 3> Predictive Accuracy of MIIM and 
Benchmark Models

〈Table 3>은 분기 단위 OLS-Newey-West HAC 표
준오차와 확장 윈도우(expanding window) Walk- 
forward 검증 명세로 재산출한 최종 분석 결과이다. 
MIIM은 NVIDIA·Google·Tesla에 대해 각각 R² 0.79, 
0.82, 0.75를 기록하여 비교 모형 중 가장 높은 설명력
을 보였다. 평균 RMSE 또한 0.098로 랜덤워크(0.312), 
DCF(0.284), Fama-French 5F(0.212), LSTM(0.168), 
Transformer(0.142) 대비 최저값을 보였으며, 랜덤워
크 대비 R²_OS는 NVDA 0.6157, GOOGL 0.2718, 
TSLA 0.8498로 평균제곱예측오차의 유의한 감소를 확
인하였다(Diebold-Mariano p<0.05). 아울러 〈Fig. 5〉
에 반영된 바와 같이 H1(β₁>0), H2(β₂>0), H3(β₃>0)의 
세 가설이 모두 기대 부호와 통계적 유의성(HAC 기준)
에서 지지가 됨을 검증하였다.

[Fig. 5] Comparison of Predictive Accuracy across 
Valuation Models

4.3 유형별 기여도 분석
기업 유형별 상대적 기여도는 3.1절에서 정의한 wk,i 

= |βk,i| / Σj|βj,i|로 산출한다. 본 연구는 별도의 
SHAP 추정 대신 표준화 회귀계수에 기반한 상대적 기여
도를 사용하여 각 설명변수의 영향도를 비교한다[20].

검증은 두 가지로 수행한다. 첫째, NVIDIA의 β₃ 부호
가 가설 H3와 일치하는지 확인한다. 둘째, [Fig. 3]의 사
전 가설인 인프라형 w₃, 플랫폼형 w₁, 피지컬 AI형 w₂의 
최대 기여 여부를 실제 추정 결과와 비교한다.

계수는 기업별 OLS-Newey-West HAC 및 확장 윈
도우 Walk-forward 명세에 따라 재추정하며, 표준화 
계수를 이용해 상대적 기여도와 통계적 유의성을 검토한
다. 재추정 결과는 <Table 3>과 유형별 기여도 분석에 
반영한다.

5. 결론

본 연구는 기존 DCF 모형의 한계를 극복하고자  스케
일링 법칙, 메트칼프의 법칙, 인프라 비용 감쇄 이론을 
유기적으로 통합한 MIIM 자산 가치평가 방정식을 제안
하였다.

NVIDIA, Google, Tesla 대상으로 실시한 예비 분석
에서 MIIM은 표본 외 결정계수 0.75 이상을 기록했으
며, DCF 대비 65.5%, Fama-French 대비 53.8%, 
Transformer 단독 대비 31.0%의 오차 감소효과를 보였
다. 다만 본 결과는 예비 분석에 해당하므로, 최종 실증 
단계에서는 OLS-HAC와 확장 윈도우 기반의 Walk-forward 
검증을 통한 재추정이 필요하다.

MIIM 모형은 AI 자산의 가치 동인을 데이터, 지능, 
인프라 비용으로 통합한 체계적인 가치 평가 프레임워크
를 제공한다는 점에서 학술적 의의를 가진다. 실무적으
로는 자산 배분과 팩터 모델 확장에 활용할 수 있으나, 
분석 대상이 3개 기업과 32개 분기로 제한된 점과 지능 
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지표의 데이터 가용성에는 한계가 있다. 따라서, 향후 연
구에서는 Microsoft, Meta, IoT 기업 등으로 분석 대상
을 확대하고, 실시간 데이터 기반 동적 갱신과 시장 적응
형 가중치 최적화 등을 검토할 필요가 있다.
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